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摘　要：目前剪枝方法中还没有对信息量分布不均的神经网络层做不同剪枝率处理的方法，为此提出一种对不同网络层剪

枝不同比例的方式。逐层恢复已经被剪枝神经网络模型的各层，得到各层与模型性能的相关性，对神经网络层进行分类

级，对不同类级的神经网络标定不同剪枝率。结合ＦＰＧＭ 剪枝方法在ｃｉｆａｒ１０数据集上的实验结果表明，在总体剪枝计算

量不变的情况下，不同层级不同剪枝量的方法，模型性能损失更少；在模型性能损失保持良好条件下，可对模型剪枝更高

的剪枝量。
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０　引　言

庞大的深度卷积神经网络结构中必然存在着与模型性

能相关性不明显的结构［１］，所以剪枝的根本意义在于找出

这些相关性不大的结构，将其裁剪，从而简化网络结构。

目前的剪枝方法中，例如Ｌｏｕｉｚｏｓ等、Ｈａｏ　Ｌｉ等、Ｙａｎｇ　Ｈｅ

等［２－４］提出的按照结构正则化大小剪枝网络的方法，Ｈｅ

Ｙａｎｇ等［５］、Ｌｉｎ　Ｍｉｎｇｂａｏ等［６］按照各种结构之间相关性进

行裁剪，但是都没有提出对深度卷积神经网络中的不同层

设置不同剪枝量方法。尽管已有方法分析深度卷积神经网

络各层对剪枝的敏感性［７］，但是此方法使用完整的深度卷

积神经网络研究各层对剪枝的敏感性，完整的网络结构与
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最终的剪枝网络结构差异较大，剪枝以后各层最终的敏感

性变化也相对较大，该方法判断剪枝网络各层结构与模型

性能的相关性上有所不足。

本文主要有以下几项突出工作：

（１）提出逐层复原剪枝网络的方法：在各层已被同等

比例剪枝的神经网络结构上，逐层复原各层网络，探索神

经网络各层与模型性能的相关性。相比于已有剪枝敏感性

分析方法［７］，能更加准确、可靠地分析出各层与模型性能

的真实相关性；

（２）根据各层与模型性能的相关性对各层分类级。不

同相关性的层分到不同类级中；

（３）标定各层网络模型在不同剪枝比例下的最终剪枝

量，为各类级网络设置剪枝量。根据各层的剪枝量，结合

ＦＰＧＭ［５］方法对模型进行剪枝。

１　相关工作

深度卷积神经网络模型压缩的主流方式有如下几种：

①剪枝：对现有的网络结构进行裁剪；②知识蒸馏：用大

网络的结构信息，指导小网络的构建与训练［８，９］；③参数共

享，量化：多个参数近似、共享一个值，或者降低参数的

浮点数的表示位数［１０－１４］；④矩阵分解：大的网络矩阵，分

解为多个小的网络矩阵［１５，１６］；⑤轻量化网络设计：设计结

构更紧凑，计算量更小的网络结构［１７－１９］。但是轻量化网络

的设计相对复杂困难，需要强大的团队基础，且轻量化网

络中仍然存在着冗余，仍然可以被剪枝。

深度卷积神经网络模型压缩方式多种多样，且各有优

劣。对已有神经网络模型进行剪枝不仅能大幅度压缩深度

卷积神经网络结构，且实现性上相对简洁，易操作，在工

业及科研领域上有重要的研究价值。所以近年来众多学者

对深度卷积神经网络剪枝进行研究，剪枝方法又可以分为

两大类：非结构化剪枝和结构化剪枝。

１．１　非结构化剪枝

非结构化剪枝：剪枝过程不拘于某一种结构形式，

是最小权重单元的剪枝。非结构化剪化枝的根本只是将

网络结构中的某些模型权重值设置为０，使卷积矩阵稀

疏化，因此也被叫作稀疏化剪枝。非结构化剪枝的剪枝

过程实质如图１所示。许多非结构化剪枝选择在卷积核

上做非结构化的剪枝，稀疏化卷积核，例如 Ｈａｎ　Ｓｏｎｇ
等［１］提出一种迭代式的方法多次裁剪低于某个阈值的网

络权重。Ｃａｒｒｅｉｒａ－Ｐｅｒｐｉｎáｎ等［２０］将剪枝看作优化问题，

非结构化的剪枝对模型性能影响最小的权重。非结构化

剪枝在剪枝过程中因不拘于某一种结构，所以相对结构

剪枝形式来说较为灵活，剪枝量相对更高。但是非结构

化剪枝，只是稀疏化了卷积矩阵，不能直接简化模型实

际运算复杂度。所以需要再次采用稀疏矩阵的加速方式

来加速网络运算。

图１　非结构化剪枝过程实质

１．２　结构化剪枝

结构化剪枝以某种特定结构粒度为基本单元进行裁剪，

其过程实质如图２所示。在实际剪枝过程中，许多方法如

文献 ［２，２１－２６］都会结合训练过程多次迭代。Ｈａｏ　Ｌｉ
等［３］采用Ｌ１ 正则化标准判断卷积核与模型性能相关性。

Ｙａｎｇ　Ｈｅ等［４］采用Ｌ２ 正则化标准判断卷积核与模型性能相

关性，并且创造性提出ＳＦＰ的方法，将剪枝过程与训练过

程结合。Ｌｉｕ　Ｚｈｕａｎｇ等［２７］将ＢＮ层γ（缩放）系数加入到训

练ｌｏｓｓ中，γ引导网络结构稀疏化，以此为基础来剪枝神经

网络，该方法在工业领域被广泛使用。Ｙａｎｇ　Ｈｅ等［５］，采

用同层内卷积核之间的欧几里得距离为判断标准的方法，

判断各卷积核与模型性能的相关性，创造性的使用裁剪欧

几里得距离中位数卷积核的方法式。Ｌｉｎ　Ｍｉｎｇｂａｏ等［６］采用

卷积核的秩的大小来判断卷积核与模型性能的相关性，在

小样本剪枝训练中取得了优异的成绩。结构化剪枝相较于

非结构化剪枝剪枝维度受限，所以剪枝量相对较小。但是

此方法能够直接加速网络运算。所以近年来更多研究学者

关注此维度的剪枝。

图２　结构化剪枝过程实质

近年来众多学者都关注于新颖的剪枝方法，甚至多种

剪枝方法分步迭代使用，以此达到较高的剪枝量。但是我

们在剪枝研究中发现，具有分层结构的深度卷积神经网络

模型不同层含有不同的信息量，剪枝中应当对不同层设置

不同的剪枝量。通过这种设置，在模型总体剪枝基本相同

ＦＬＯＰｓ（浮点数运算量）情况下，模型性能损失更小；或

者在保证模型有良好性能表现下，模型能剪枝更高的比例。

２　各层性能相关性分析及层分类级

这一章节将分为４部分来阐述如何获得各层与模型性

能的相关性及如何对各层分类级。第一部分，阐述通过逐

层复原各层结构分析模型性能相关性以及如何对层分级的

思路流程；第二部分，通过对比已有层剪枝敏感性分析方

·０１１１·
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法来详细阐明逐层复原分析各层结构与模型性能相关性的

方法；第三部分，根据各层结构与模型性能相关性，运用

分类级算法对模型各层进行分类级。第四部分，标定各层

实际剪枝量，为各类级设定剪枝率。

２．１　逐层复原分析法和层分类级整体思路流程

深度卷积神经网络模型中的各个结构对模型性能的贡

献度是不同的，剪枝的整体思路就是找到各个模型结构与

模型性能之间的相关性，按相关性大小对模型实施裁剪。

传统的各层等比例剪枝法，各个结构之间相关性排序范围

是在各层之内，而层分级剪枝法将性能相关性的排序的范

围拓宽到了各层之间。各层对模型性能的相关性的准确度

量是层模型层分类级的基础。所以在运用分类级法前需要

先获得各层与模型性能相关性的准确度量。基于模型性能

相关性的分级剪枝率剪枝方法整体步骤如下：

（１）利用已有剪枝策略对神经网络模型进行各层等剪

枝比例的裁剪；

（２）使用逐层复原的方法，依次得到复原每一层以后

模型性能。多次实验，取性能的平均值；

（３）根据各层结构与模型性能相关性，运用分类级算

法对模型各层进行分类级；

（４）标定神经网络模型在不同剪枝量下各层的实际剪

枝量，为每一类网络层设置相同的剪枝量；

（５）使用ＦＰＧＭ剪枝方法，按照步骤 （４）中的每一层

的剪枝量对神经网络每一层做剪枝。

２．２　逐层复原各层结构分析模型性能相关性法
已有的剪枝敏感性分析法［３］，是在完整神经网络基础

上，每次剪枝一层网络，逐层进行，得到只剪枝某层网络

后模型的性能。剪枝敏感性分析法原理如图３所示，其中

ＡＣＣ表示完整网络模型的性能，ＡＣＣ１ 表示只剪枝第一层网

络模型的性能，同理有 （ＡＣＣ２，ＡＣＣ３，……）。而逐层复

原与逐层剪枝相反，用已经被等剪枝率剪枝了的模型为基

础，每次复原一层剪枝网络，逐层进行。逐层复原剪枝网

络原理如图４所示，其中ＡＣＣ′表示等剪枝率剪枝网络模型

性能，ＡＣＣ′１表示只恢复第一层网络结构以后模型的性能。

同理有 （ＡＣＣ′２，ＡＣＣ′３……）。使用ＡＣＣ′ｎ与ＡＣＣ′的差值作

为该层与模型性能相关性的标定。即模型各层与模型性能

之间的相关性可以表示为

Ｘ＝ ｛ＡＣＣ′１－ＡＣＣ′，ＡＣＣ′２－ＡＣＣ′，……，ＡＣＣ′ｎ－ＡＣＣ′｝Ｔ

Ｘ（ｉ）越大说明复原这一层与模型性能的相关性越高，

可以为该层设置较低的剪枝率。在求各层性能相关性以后，

会出现ＡＣＣ′ｎ－ＡＣＣ′为负数的情况，说明复原这一层网络

模型后性能反而降低了，所以这层应该剪枝更高的比例，

当Ｘ（ｉ）≤０时Ｘ（ｉ）取Ｘ中非零值中的最小值。逐层复原方

法得到模型各层与模型性能之间相关性的方法与已有剪枝

敏感性分析法比较有以下两个优势：①相关性更加准确：

判断性能相关性的网络结构更加接近于最终的剪枝模型；

②在实验过程中可以节省大量的实验时间，因为选用已经

裁剪的网络作为基础网络，相比较选用完整网络作为基础

网络有更小的网络结构。

图３　剪枝敏感性分析法原理

图４　逐层复原剪枝网络原理

２．３　模型性能相关性分级

用集合Ｇ表示所有层的所有结构，用Ｍ 表示神经网络

的层数，用Ｎ 表示神经网络每一层结构数量。则有Ｇｐｑ ∈
Ｇ，表示神经网络的任一结构。其中ｐ∈ ｛１，２，３，…，Ｍ｝，

ｑ∈｛１，２，３，…，Ｎ｝。剪枝的理想状态是在整个Ｇ中按顺序

剪枝模型性能相关性较小的结构Ｇｉｊ 。因为神经网络模型具

有黑盒性，所以很难对整个网络的所有结构做与模型性能

相关性的精准标定。只能通过一些表象反推结构与模型性

能之间的相关性，做结构与模型性能相关性的相对标定。

且在实际训练过程中，模型初始化等会带来随机性，也不

可能做到结构与模型性能相关性的绝对标定。所以本文提出

将深度神经网络层分类级剪枝法，将待剪枝的神经网络层进

行分类，为不同类的层结构设置不同的剪枝量。此方法将会

带来以下两个好处：①网络训练过程中的随机初始化虽然会

造成网络性能相关性的波动，但是在一定范围内波动且在多

次实验取平均值以后的网络层会被分到同一类级当中；②分

类级方法还能在一定程度上保证原始网络结构的特性，减少

每层不同剪枝量对原始模型结构特点的改变。

使用上述方法分析得到 ＶＧＧ－１６网络各层模型性能相

关性折线图，如图５所示，从图中可以看出相邻两层之间

的模型性能相关性不会出现突变式的变化。这是因为当某

一层网络在复原以后，下一层网络的裁剪比例也会有相对

应的网络结构复原 （２．４小节详细分析这一原因）。所以当

对模型性能相关性分类级以后，在神经网络结构中上下相
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邻的两层一般设置相同的剪枝比例。这样就可以使剪枝网

络保留更多原始网络的结构信息。

图５　ＶＧＧ－１６模型各层性能相关性

２．４　剪枝量的标定

各层剪实际枝量剖析如图６所示，设卷积层第ｎ层卷

积核的剪枝量为Ｐｎ％ ，如图中，模型第ｎ层中浅色阴影部

分，那么会造成ｎ层卷积层的输出通道数相应减少Ｐｎ％ ，

此输出通道也是ｎ＋１层的输入通道，如图中第ｎ＋１层输

入通道中用浅阴影表示的部分，为了卷积维度能够对应起

来，那么在ｎ＋１层的卷积核中相应的通道也会相应剪枝

Ｐｎ％ 。如图中，ｎ＋１层的卷积核中浅色的阴影部分。因此

当ｎ层卷积核剪枝Ｐｎ％时，实际上会同时造成下一层卷

积层输入通道数和卷积核通道数都剪枝Ｐｎ％ ，但第ｎ层

卷积核的剪枝对第ｎ＋２层的输入通道数和卷积核数都不

会造成直接变化。所以某一层剪枝只会使与其直接相连的

下一层网络结构发生变化。又假设ｎ＋１层剪枝量为

Ｐｎ＋１％ ，如图６中，第ｎ＋１层卷积核中深色阴影部分，

结合图６分析，可以得出此时第ｎ＋１层的实际剪枝量为：

ｐｎ％ ＋ｐｎ＋１％ －ｐｎ％ ×ｐｎ＋１％ 。深度卷积神经网络的

ＦＬＯＰｓ统计中，卷积运算所包含ＦＬＯＰｓ远远大于其它层

运算量例如：ＢＮ层运算、池化层运算等，为了简化分析，

本文忽略这些层的ＦＬＯＰｓ。所以当ｎ层剪枝Ｐｎ％ 和ｎ＋１
层剪枝Ｐｎ＋１％ 时，深度神经网络模型ｎ＋１层实际上减少

的计算量为

ｐｎ％＋ｐｎ＋１％－ｐｎ％×ｐｎ＋１％

在为每一类级的神经网络设置不同剪枝率的时候，神

经网络的剪枝的ＦＬＯＰｓ的计算需要逐层进行计算，假设网

络等比例剪枝３０％，结合以上公式，将各层网络分为３个

类级时，可以给各类级设置剪枝量为２０％、３０％、４０％。

结合网络中各层所包含的计算量，可以使网络整体剪枝量

依然保持在一个基本相同的水平。

图６　各层剪枝量分析

２．５　本章小结

综上所述，本文提出通过逐层复原各层网络结构分析

该层结构与模型性能相关性的方法，在标定每一层与模型

性能相关性时，网络结构更接近最终的剪枝网络结构，能

够更加准确标定每一层与模型性能的相关性。并且使用神

经网络层分类级的算法，将不同层分类，能够减少模型训

练时参数初始化带来的随机性。为不同类级的层设置不同

剪枝量的方法，相对于已有各层同等剪枝率剪枝的方法，

此方法可以更灵活的为每一层网络结构设置剪枝量，进而

可以更准确剪枝与模型性能相关性更小的网络结构。

３　实验分析

本研究实验代码，均在Ｐｙｔｏｒｃｈ编程框架上编程开发。

实验所使用的硬件资源主要是 ＮＶＩＤＩＡ　ＲＴＸ　２０８０ｔｉ显卡，

本节将分为４部分来阐述实验情况及结果。第一部分：阐

述实验的基本情况，基本设置。第二部分：阐述在 Ｒｅｓ－

Ｎｅｔ［２８］网络下的实验情况及结果。第三部分：阐述在 ＶＧＧ

网络下的实验结果。第四部分：实验总结。

３．１　实验基本设置

３．１．１　实验网络结构和数据集

为了验证层分类级剪枝方法的实验效果，本实验选取

被计算机视觉领域科研工作者广泛采用的ｃｉｆａｒ１０数据集，

一个用于普适物体分类的计算机视觉数据集。该数据集一

共分为１０个类别，每一类有６０　０００张３２×３２大小的３通

道ＲＧＢ彩色照片，其中５０　０００张用来训练，１０　０００张用来

测试。本实验首先剪枝没有分支结构的ＶＧＧ网络结构，然

后剪枝网络层数更深的带有分支结构的ＲｅｓＮｅｔ网络。其中

ＶＧＧ网络选择常见的 ＶＧＧ－１６；ＲｅｓＮｅｔ按照 Ｈｅ　Ｋａｉｍｉｎｇ

等［２８］的研究，在ｃｉｆａｒ数据集上实验室选择深度为２０，３２，

５６，１１０的网络结构。

３．１．２　训练方法

本研究实验遵循 Ｈｅ　Ｙａｎｇ等［４］实验的训练方法设置，
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学习率设置范围为动态０．１－０．０００８，ｂｉｔｃｈ＿ｓｉｚｅ设置为

１２８，其它参数均按照ＳＦＰ实验默认设置。本实验选择软剪

枝 （ＳＦＰ）训练方法，在不使用预训练网络结构参数的情

况下从随机初始化开始训练，训练和剪枝同时进行，训练

过程中已剪枝的网络结构可以参与下一次训练过程中的参

数更新。在剪枝完成以后，可以不用对网络进行进一步的

微调训练，模型也能有很好的实验效果。

３．２　ＲｅｓＮｅｔ网络剪枝实验分析

Ｈｅ　Ｙａｎｇ等［５］提出的ＦＰＧＭ剪枝方法，相比于大部分

传统剪枝某些小数的剪枝方法，该方法创造性地提出剪枝各

个卷积核之间欧几里得距离中位数的方法，目前在剪枝领域

有很好的剪枝效果。所以本实验选用此方法作为逐层复原分

析法的基础模型，在上一章节中已经对不同层设置不同剪枝

量情况下，模型每一层的实际剪枝量已有一个明确的标定。

虽然模型的实际剪枝量很难精确把控，但是在本实验中会保

持模型剪枝计算量或者剪枝后模型的性能最大可能一致。

ＲｅｓＮｅｔ网络结构涉及到支路结构，对于支路结构的处理：在

支路聚合时，当分支路剪枝量大于主路剪枝量时，分支路不

足的卷积结构用０补足；当分支路的剪枝量小于主路时，分

支路多余的卷积结构舍弃。对于ＲｅｓＮｅｔ网络逐层复原，通

过分类级的方法，将各层与模型性能相关性进行分类分析，

从而将各层分类级，各层分级详细结果见表１。

在表１基础上对各类层做剪枝量的标定，性能相关性

高的第一类设置剪枝量３０％，相关性次高的第二类设置剪

枝量４０％，相关性最低的第三类为５０％。在本实验中还在

保证模型性能损失很小情况下，结合ＦＰＧＭ 方法尝试进行

更高的剪枝量，分别设置为：３５％、４５％、５５％，在与

ＦＰＧＭ剪枝差不多相同浮点数运算量条件下，模型性能有

一定的提升，实验结果见表２。实验结果更高剪枝比例表，

见表３。

表１　各层分类级结果

网络名称 类级１ 类级２ 类级３

ＲｅｓＮｅｔ２０　 １、２、５、６、８、１５　 ０、３、４、１１、１２、１４、１７、１８　 ７、９、１０、１３、１６、１９

ＲｅｓＮｅｔ３２
２、４、６、１２、２０、２２、２３、２４、２６、
２７、２８

０、１、５、７、９、１１、１３、１４、１７、２１、
２５、３０

３、８、１０、１５、１６、１８、１９、２９、３１

ＲｅｓＮｅｔ５６
２、４、６、７、８、１３、１４、２０、２１、２３、
２６、２７、３３、３５、３７、４４、４７、５３

１、１１、１２、１５、１６、１８、２４、２５、２８、３０、
３１、３２、３４、３６、４０、４１、４２、５０、５２

０、３、５、９、１０、１７、１９、２２、２９、３８、３９、
４３、４５、４６、４８、４９、５１、５４

ＲｅｓＮｅｔ１１０

２、３、６、８、１３、１４、１６、２０、２１、２５、
３１、３２、３６、３８、４１、４３、４８、５１、５３、
５７、５８、６８、６９、７１、７５、７７、８２、８６、
９１、９３、９４、９６、１００、１０２、１０３、１０６

０、１、９、１０、１１、１８、２２、２４、２６、２７、２８、
３３、３５、３７、３９、４０、４２、４４、４５、４７、５０、
５４、５５、６０、６１、６２、６３、６７、７８、７９、８１、
８３、９２、９７、９８、１０５、１０７、１０９

４、５、７、１２、１５、１７、１９、２３、２９、３０、
３４、４６、４９、５２、５６、５９、６４、６５、６６、
７０、７２、７３、７４、７６、８０、８４、８５、８７、
８８、８９、９０、９５、９９、１０１、１０４、１０８

　　注：表１来源于杨康等［２９］。

表２　相似剪枝比例下模型性能对比

模型名称
（ＲｅｓＮｅｔ）

剪枝方法
剪枝以后

模型性能／％
裁剪浮点数

计算量／％
性能

提升／％

２０
ＦＰＧＭ　 ９０．６２　 ５４．００

分类级剪枝方法 ９０．９７　 ５２．２８
０．３５

３２
ＦＰＧＭ　 ９１．９１　 ５３．２０

分类级剪枝方法 ９２．４６　 ５２．８５
０．５５

５６
ＦＰＧＭ　 ９２．９３　 ５２．６

分类级剪枝方法 ９３．４０　 ５３．６９
０．４７

１１０
ＦＰＧＭ　 ９３．８５　 ５２．３

分类级剪枝方法 ９４．２０　 ５２．７３
０．３５

注：表２数据于杨康等［２９］。
表３　更高剪枝比例

模型名称
（ＲｅｓＮｅｔ）

剪枝方法
裁剪浮点数

计算量／％
剪枝以后模

型性能／％
裁剪比例

提升／％

２０
ＦＰＧＭ　 ５４．００　 ９０．６２

分类级剪枝方法 ５７．８９　 ９０．７１
０．３５

３２
ＦＰＧＭ　 ５３．２０　 ９１．９１

分类级剪枝方法 ６０．３８　 ９１．８７
０．５５

５６
ＦＰＧＭ　 ５２．６　 ９２．９３

分类级剪枝方法 ６０．６６　 ９２．８６
０．４７

１１０
ＦＰＧＭ　 ５２．３　 ９３．８５

分类级剪枝方法 ５８．１７　 ９３．８３
０．３５

注：表３来源于杨康等［２９］。
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３．３　ＶＧＧ网络剪枝实验

ＶＧＧ－１６网络至上而下只有一条通路，没有任何的支

路结构。在目前传统的剪枝实验中 ＶＧＧ－１６网络结构一般

只剪枝３０％左右，本实验中尝试了做更多剪枝比例，模型

性能依然能保持良好的性能。首先是逐层获得各层与模型

性能的相关性，然后使用分类级方法将模型各层分类。结

合模型各层实际剪枝量标定方法，设置各类层剪枝量分别

是１０％、２０％、３０％，则 有 模 型 最 终 减 少 ＦＬＯＰｓ 为

３２．８６％，ＶＧＧ－１６实验结果结果见表４。

表４　ＶＧＧ－１６实验结果

网络名称 剪枝方法
未裁剪模

型性能／％
裁剪浮点数

运算量／％
裁剪模

型性能／％

ＶＧＧ－１６
ＦＰＧＭ

９３．５８
３４．２　 ９３．５４

分类级剪枝法 ３２．８６　 ９３．５８

　　注：表４来源于杨康等［２９］

Ｌｉ，Ｈａｏ等［３］已经验证了逐层剪枝敏感性分析的方法，

此方法在ＶＧＧ－１６模型上得到ＶＧＧ－１６模型的第３～７卷积

层修剪与模型性能的相关性比较大，所以在剪枝过程中对

３～７卷积层不做任何的剪枝，对剩余的卷积层均剪枝

５０％。很显然这种简单的方式很难灵活的给模型各层设置

剪枝量。而逐层复原分析方法可以对神经网络模型的每一

层灵活地设置剪枝量，进而让模型总体上实现更高的剪枝

比例。从表４中可以看出，ＦＰＧＭ 剪枝方法剪枝 ＶＧＧ－１６
模型３４．２％的ＦＬＯＰｓ的时候，模型性能几乎没有损失，所

以在对该模型剪枝３４．２％左右时，再比较模型性能损失意

义不大。但是使用分类级法设置剪枝比例时，可以对模型

进行更高比例的剪枝，模型性能损失依然能控制在很低的

水平上。

将已有的剪枝敏感性分析方法得出的模型性能相关性

高的层和逐层复原法得到的剪枝比例高的层对比。两种方

法下模型性能相关性相对较高层对比见表５，可以看出两种

方法得到的剪枝量相对高的层基本对应，４－６层的复原能相

对大幅提升模型性能。但是第３，７层两种方法在剪枝量的

设置上有一点区别。

表５　两种方法下模型性能相关性相对较高层对比

网络结构 级１ 级２ 级３

ＶＧＧ－１６　 ４，５，６，８　 １，２，３，９　 ７，１０，１１，１３

注：表５来源于杨康等［２９］和Ｌｉ，Ｈａｏ等［３］

３．４　实验总结

本研究实验选用 ＶＧＧ和ＲｅｓＮｅｔ神经网络模型，通过

本研究提出的逐层复原分析法，分析模型各层结构与性能

相关性，然后对模型进行分类级设置剪枝比例的剪枝，最

终两种模型下实验都取得了良好的效果。最终剪枝模型都

对于ｃｉｆａｒ１０数据集中验证集的分类性能良好。

４　结束语

本文提出逐层复原模型结构，分析各层与模型性能相

关性，然后根据相关性分类级设置各层剪枝比例的方法。

能够解决已有各层相同剪枝比例剪枝方法造成模型剪枝不

均的问题。ＦＰＧＭ 剪枝方法结合分类级设置剪枝比例法，

可以在保证对模型设置基本相同剪枝量的前提下，剪枝模

型能够有更好的模型性能，也可以在保证模型性能损失很

小的情况下，模型能剪枝更多的剪枝量。在未来的研究中，

有很多方面还值得进一步的研究，比如可以剪枝更复杂、

更新颖的深度卷积神经网络结构，例如 ＧｏｏｇＬｅＮｅｔ［１７］，

ＭｏｂｉｌｅＮｅｔ［１８］等。或者在此方法的基础上结合更多的模型压

缩的方法，例如元学习等方法，探究剪枝量与模型性能损

失平衡的问题。
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